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摘要：针对深度确定性策略梯度（DDPG）算法用于无人遥控有缆水下机器人（ROV）运动控制时，存在

学习时间长且难以收敛等问题，提出基于监督式 DDPG算法的小型 ROV运动控制方法。在 DDPG算法的初始学

习阶段引入监督学习算法，通过专家经验引导，加快神经网络收敛速度，缩短学习时间。仿真试验结果表明，监

督式 DDPG算法比 DDPG算法的控制效果更好。 
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Motion Control Method for Small ROV Based on Supervised DDPG Algorithm  
HUANG Zhaojun  ZHANG Yanjia  ZUO Xiaowen  CHEN Zexun 

(Zhuhai City Polytechnic, Zhuhai 519090, China) 

Abstract: To address the issues of prolonged learning time and difficulty in convergence when using the Deep Deterministic 

Policy Gradient (DDPG) algorithm for motion control of remotely operated tethered underwater vehicles (ROVs), this paper 

proposes a supervised DDPG-based motion control method for small ROVs. During the initial learning phase of the DDPG algorithm, 

a supervised learning approach is introduced to accelerate neural network convergence and reduce learning time by leveraging expert 

experience. Simulation results demonstrate that the supervised DDPG algorithm achieves superior control performance compared to 

the standard DDPG algorithm. 
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0 引言

无人遥控有缆水下机器人（remotely operated 

vehicle, ROV）因在开发难度、研制周期、资金投入

和产业化等方面具有优势，成为水下机器人领域的研

究重点，并已广泛应用于海水养殖、海洋勘探、水下

搜救和石油开发等领域。运动控制是 ROV 的核心技

术之一，包括 PID控制、模糊控制、滑膜变结构控制

和 S面控制等方法。但这些方法均存在一定的局限性，

如 PID 控制在处理非线性复杂耦合系统时面临挑战； 

模糊控制受限于规则库的完备性和规则结构的合理

性，当系统复杂度较高时易出现“规则爆炸”问题；

滑膜变结构控制和 S 面控制存在实现困难且易产生

抖动等问题[1]，制约了ROV的产业化进程。 

近年来，随着人工智能技术的快速发展，智能控

制算法逐渐应用于 ROV 运动控制领域[2]。其中，深

度确定性策略梯度（deep deterministic policy gradi- ent, 

DDPG）算法作为机器学习的一种深度强化学习算法，

无需精确的数学模型，通过智能体与环境的交互即可
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实现控制策略的优化，具有环境自适应性，适用于连

续、实时决策且不确定性较高的水下环境，成为当前

ROV运动控制领域的重要研究方向。但 DDPG算法

存在学习时间长、虚实迁移效果差和收敛难等问题，

导致其在 ROV 运动控制中的实际应用效果并不理想，

目前多数研究仍停留在仿真实验阶段。 

为此，本文对DDPG算法进行改进，提出基于监

督式DDPG算法的小型ROV运动控制方法，旨在改

善算法的收敛性和稳定性。 

1 DDPG算法理论 

DDPG 算法是一种为解决连续控制问题而提出

的深度强化学习算法[3]。该算法采用Actor-Critic架构，

结合策略神经网络和价值神经网络，对输入的高维数

据进行拟合处理和决策，实现端对端的策略优化和控

制，在连续状态空间下，输出一个确定的动作[4]。 

DDPG算法可分为采样、训练、参数更新 3个流

程[5]，如图 1所示。 
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图 1 DDPG算法流程 

采样流程是智能体与环境交互以收集经验数据

的过程。Actor 网络根据智能体的初始状态 S 输出一

个连续动作 A，并作用于环境 Env；环境变化影响智

能体，使其转移到下一个新状态 S'，并同步反馈一个

奖励信号 R；将这一完整的交互经验元组（当前状态

S, 动作 A, 奖励 R, 新状态 S', 终止标志 done）存储到

经验池中，并将新状态 S'返回赋值为新的初始状态，

持续循环上述流程，直到经验池填满，进入训练流程。 

训练流程独立于智能体与环境的实时交互，利用

经验池中存储的历史数据进行离线学习，更新网络参

数以优化控制策略。首先，随机从经验池中提取规定

数量（Batch_size）的经验元组；然后，Critic网络计

算当前状态 S和执行动作 A对应的预测回报值Q，并

基于平均误差计算Actor_loss损失；同时，目标Critic

网络基于新状态 S'和目标动作 A'计算目标回报值 Q'

（考虑折扣因子γ*和奖励 R）；最后，基于 Q和 Q'

的均方差计算Critic_loss损失。 

参数更新流程基于训练流程计算的Actor_loss损

失和 Critic_loss 损失来调整神经网络的参数。Critic

网络通过梯度下降法最小化 Critic_loss损失更新参数

ω ；Actor网络通过最大化Critic网络评估的Q值方

向更新参数θ 。但为了稳定训练过程，防止剧烈波动，
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上述更新参数并非直接复制到相应的网络中，而是采

用“软更新”的方式间接进行。即通过指数平滑的方

式将 Critic网络参数和 Actor网络参数缓慢混合到对

应的目标Critic网络参数ω′和目标Actor网络参数θ ′

中，以确保目标网络参数的变化是渐进且稳定的，从

而提升DDPG算法学习的稳定性。 

DDPG算法是以累积奖励最大化为目标，使智能

体在与环境的交互中不断学习最优策略的一种非监

督式机器学习算法。因缺乏监督，该算法策略学习过

程和动作训练均是随机的，导致学习时间较长且神经

网络难以收敛，造成大量数据浪费，存储开销增加，

神经网络的泛化能力降低，实用性较差[6]。 

2 监督式DDPG算法 

为改善上述问题，本文在DDPG算法的基础上引

入监督学习算法，提出一种监督式DDPG算法。该算

法通过监督学习算法的专家经验来指导 ROV 的策略

学习[7]，使最优策略的探索和学习具有一定的方向性

和目的性[8]，从而缩短学习时间，加快神经网络收敛。

监督式DDPG算法的原理如图 2所示。 

奖励

环境Env
DDPG 
算法

监督学习

算法动作

专家示范

策略

 

图 2 监督式 DDPG算法原理图 

设 DDPG 算法对 ROV 的选择动作为 Ra ，则监

督式DDPG算法对ROV的选择动作为 

(1 )R sa ka k a= + −            (1) 

式中： sa 为监督学习算法提供的指导动作；k为

DDPG算法与监督学习算法的融合度权重系数，取

值范围为[0,1]。 

监督式 DDPG算法不修改 DDPG算法的策略。

但监督学习算法的介入时长和性能占比通常需要人为

设定，这可能导致DDPG算法在已学习到比监督学习

算法更优的策略时，监督学习算法产生阻碍作用[10-12]。

本文利用融合度权重系数 k 分阶段自动调整监督学
习算法[9]，即随着监督式DDPG算法逐步逼近最优策

略，监督学习算法逐步退出，以免影响DDPG算法的

性能。 

1） 当 { }0,1k ∈ 时， 0k = ，表示监督式DDPG

算法在初始学习阶段，智能体在监督学习算法下进行

动作选择和训练； 1k = ，表示监督式DDPG算法在

训练阶段后期，监督学习算法完全退出，智能体在

DDPG算法下进行运动控制。 

2） 当 (0,1)k ∈ 时，表示监督学习算法和DDPG

算法同时存在，若DDPG算法没有向最优策略逼近，

则k 需选择较小的值，使监督学习算法占主导地位；
随着DDPG算法不断向最优策略逼近，需逐渐增加k
值，使DDPG算法逐步占主导地位。 

2.1 监督采样 

监督式DDPG算法根据DDPG算法选择动作 Ra
和监督学习算法指导动作 sa 的误差梯度进行参数更

新，即Actor网络参数更新引入了DDPG算法和监督

学习算法的误差，使策略神经网络向监督学习算法的

专家示范策略 sπ 逼近。Actor网络的参数更新公式为 

(1 )R sk kθ θ θ θ← + ∆ + − ∆      (2) 

式中：θ为Actor网络参数， Rθ∆ 和 sθ∆ 分别为

DDPG算法和监督学习算法的网络参数变化量。 

考虑到策略学习时，Q值是从采样数据中泛化训

练得到的，因此可以利用监督学习算法得到的监督数

据来提升策略神经网络的收敛速度，从而加快DDPG

算法的学习进程。借助监督数据对动作加以指导，这

相当于减小了包含最优动作的动作集和需要处理的

状态数量，因此监督式DDPG算法可以更快地进行Q

值估计和最优
max( , )s aQ ′ ′ 逼近。 

在监督式DDPG算法强化学习的过程中，采样数

据中包含监督数据的概率较大，尤其在训练阶段的前

期，此时损失函数的计算公式为 
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all( ) (1 ) ( ) ( )R s sL L L Pω λ ω λ ω= − +     (3) 

式中：λ为监督学习采样数据占总采样数据的
比例， RL 为强化学习数据误差， SL 为监督学习数

据误差。 

在监督式DDPG算法策略优化的过程中，专家示

范策略引导网络参数加快收敛[13]。在向目标值逼近的

过程中，Critic 网络的 ˆ ˆ( , )Q s aωπ= 、融合监督学习

后的 ˆ ( , )Q s a′ ′ 均比无监督信号的 ( , )Q s a 大，因此引

入监督学习后更容易逼近目标值。 

通过 Critic网络和目标 Critic网络进行网络参数

更新时，策略梯度变为 

ˆmax ( , ) ( , )tr Q s a Q s aπλ ′ ′ ′+ −     (4) 

因为Q̂值更大，所以更逼近目标值，更新梯度也
向正方向优化，这使 Critic网络计算的Q值更准确： 

ˆmean( ( , ))a Q s aaθ θ← −        (5) 

基于上述更新策略，Actor 网络在策略学习过程

中更快地向最优策略逼近，缩短了强化学习的时间。 

2.2 行为克隆 

在DDPG算法中，深度神经网络的隐藏层较多且

神经节点连接复杂，本文利用反向传播（back propaga- 

tion, BP）算法进行网络参数更新。在训练样本充足的

情况下，以监督学习算法的专家示范策略为指导标签

来训练策略神经网络，可实现专家示范策略的克隆[12]。 

基于监督学习算法的专家示范策略，将状态s的
估计误差 se 作为输入，采用监督回归的方法引导策略
神经网络学习专家控制器输出的控制轨迹： 

{ }1 1, , , nτ τ τL               (6) 

每条专家控制轨迹样本都基于同样的状态-动作

空间： 

{ }1 2, , ,i i i

i ns s sτ = L           (7) 

从专家控制轨迹样本中随机采样，以每条控制轨

迹所包含的状态-动作对作为监督学习算法采样的数

据集，通过监督学习从该数据集采样并进行训练： 

{ }1 1 2 2( . ),( . ), ,( . )= L n nD s a s a s a        (8) 

为有效解决同一状态下连续采样导致的神经网

络泛化能力下降的问题，在对监督学习采样数据集进

行回归拟合时，需采样多条不同的控制轨迹样本。以

控制动作为指导标签，状态误差为特征，通过DDPG

神经网络进行回归学习来拟合逼近最优策略。需要注

意的是，如果状态空间的样本数据较多，仅基于监督

学习算法更新网络参数会带来时间累积误差，因此需

要合理控制监督学习算法的介入程度。 

2.3 监督式 DDPG算法的 Actor网络参数更新 

DDPG算法是以Actor网络最终的学习策略为最

优策略，基于梯度下降原理进行网络参数更新： 

1 ( )( ) ( , )t t t a t t a sQs s a
θθ θ πωαθ θ π+ ′== + ∇ ∇  (9) 

式中：α为梯度更新步长。 

Critic网络的Q估计值基于动作a求导数获得梯
度，并与Actor网络对其他参数的导数相乘得到更新

梯度。 

融合监督学习算法后，通过调整损失函数使策略

更新向专家示范策略方向逼近，从而完成专家示范策

略的克隆。在Critic网络参数更新时，引入边界函数，

增加当前状态s下 Actor 网络的选择动作与专家示范

策略下选择动作之间的差值，其损失函数也会同步

增大。用 ( )s sπ 表示专家示范策略函数，示教差距定

义为 

( ) ( )s ss sθπ π π− = ∆         (10) 

以监督学习数据为指导标签的 DDPG 神经网络

参数更新可以表示为 

( , ) ( )s
s sa aπ θ θαδθ π∆ ← ∇       (11) 

式中：δ 为监督学习算法下的 TD-error，可用示

教差距来计算： 
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( , ) ( )s E sa aπδ =           (12)    

以监督学习算法的每个采样状态误差来计算损

失函数，使神经网络输出向专家示范策略方向逼近： 

21( ) ( )
2

E s sπ= ∆             (13) 

与 DDPG 算法原有的损失函数合并后，监督式

DDPG神经网络的损失函数为 

21 ( )Q sJ r rQ QJ J M
β ′= + = + − +∑  

1 (1 ) ( )
2

E sβ−                      (14)
 

采用最速梯度下降法对 DDPG 神经网络参数进

行启发式更新，通过损失函数对误差的负梯度进行

调整： 

( )s sEθθαθ∆ = − ∇            (15) 

基于链式法则将公式(15)展开，并将同一状态 s
下的专家示范动作替换为采样动作，则监督学习部分

的神经网络参数梯度可表示为 

( ( )) ( )

      ( ( )) ( )
s s ss S

s s S

s sa
s sa

θ θ θ θ

θ θ θ θ

θ α π π θ

α π π
∈

∈

∆ = − ∆∇

= − ∇
 (16) 

最终，监督式 DDPG 算法归一化处理Q值梯度

和监督误差梯度的合并值，从而得到包含监督学习算

法的目标Actor网络参数更新公式： 

( )
( , )a a s
s aQθ π

θ θ α β
′=

← + +∆   

  ] (1 ) ( )E s θπβ θ− ∇ ∇           (17) 

式中：β 为权重系数，可通过人为调整β 值来

调整DDPG算法和监督学习算法的梯度比例。 

在融合应用DDPG算法和监督学习算法时，需将

DDPG控制器和监督学习控制器串联使用。两种算法

的控制策略均要求智能体与环境进行交互，通过经验

回放机制存储状态信息和专家示范策略信息，在损失

函数中引入监督误差，使参数更新过程中在探索更大

奖励值的同时向专家示范策略逼近。 

3 监督式DDPG控制器的设计 

基于本文提出的监督式 DDPG 算法设计监督式

DDPG控制器，其框架如图 3所示。 
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网络参数
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DDPG控制器
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奖励函数
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系统
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Q值梯度+
监督误差梯度
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动作a
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图 3 监督式 DDPG控制器框架
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监督式DDPG控制器的工作原理如下：在训练初

期，利用预训练的监督控制器提供专家示范策略，主

导决策以确保策略安全探索；同时，将DDPG控制器

的Actor-Critic机制（Critic网络评估动作价值，Actor

网络生成初始策略）与监督控制器提供的专家示范策

略融合，通过调整融合度权重系数实现控制权从模仿

到自主决策的平滑过渡。在此过程中，Actor 网络持

续受到专家示范策略与奖励的双重引导，使DDPG控

制器在保障安全性的前提下渐进优化策略，最终形成

适应复杂动态环境的自主控制能力。 

DDPG 算法采用在线探索和离线策略结合的方

式进行训练和学习。为了更好地发挥监督学习算法的

引导作用，设计了 2个独立的经验池：一个用于存放

DDPG算法的经验数据；另一个用于存放监督学习算

法的监督示范经验数据。在训练阶段，从这 2个经验

池中并行采样，并利用监督示范经验数据引导DDPG

神经网络的训练方向。 

监督式 DDPG 算法融合度权重系数k 按以下方
式自动调节： 

1） 训练初始阶段（ 1k = ），此时监督控制器

完全主导控制运动过程，每完成一个训练回合，k 减
小为原来的 90%（即 0.9k k← × ），直到 0.5k = ； 

2） 当 0.5k = 时，经验池已填满，DDPG 神经

网络开始更新网络参数，此时监督学习算法和DDPG

算法并行发挥作用，每完成一次网络参数更新，k 值
减小为原来的 90%（即 0.9k k← × ），直到 0k = ，

监督控制器完成引导使命，完全退出，DDPG控制器

完全主导控制运动过程。 

4 仿真试验与分析 

通过仿真试验验证本文提出的监督式 DDPG 算

法对小型 ROV 的控制效果。设定 Actor 网络的更新

速率和Critic网络的学习速率均为 0.002，折扣因子γ 
= 0.9。为便于仿真，当前网络和目标网络均采用软更

新的方式，更新速率为 0.01，经验池训练样本的容量

为 2 000个，仿真步长为 0.01 s，试验周期为 600个

回合，每回合步数为 500步。 

以 ROV 偏航角姿态定位控制为例进行仿真验证。

设ROV的初始偏航角ψ0 = 0°，经过训练后，ROV能

够在 2节航速下维持ψt = 60°；同时，在定航运行时，
在第 20～25 s期间引入幅度为 2°，均值为 0的随机扰

动。DDPG算法和监督式DDPG算法的奖励值变化趋

势对比如图 4所示，监督式DDPG算法下的偏航角镇

定过程如图 5所示。 

 

图 4 DDPG算法和监督式DDPG算法奖励值变化趋势对比 

 

 

图 5 监督式 DDPG算法下的偏航角镇定过程 

由图 4可知，监督式DDPG算法能更快地学习到

具有更大奖励值的动作，且融合监督学习算法后，稳

定后的奖励平均值由约 300增加到 400多，至少增加

了 33%，证明了监督式DDPG算法的有效性。 

由图 5 可知：不同学习次数的学习效果存在差

异，学习次数越多，控制性能越优异。在第 300次学

习后，监督式DDPG算法对偏航角的控制性能基本上
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达到了预期要求；对比第 50次学习和第 600次学习

的情况，偏航角超调量由 30%下降到 3%，镇定耗时

由15 s缩短至4 s，说明融合监督学习算法后的DDPG

算法学习效果有明显提升。 

5 结论 

本文在DDPG算法中引入监督学习算法，提出了

监督式DDPG算法。从仿真试验结果可知，本文提出

的监督式 DDPG算法与 DDPG算法相比，控制效果

有明显提升。但将该算法应用于小型 ROV 运动控制

时，仍然存在虚实迁移效果差的问题，后续仍需对该

问题进行深入研究。 

©The author(s) 2024. This is an open access article under the CC 

BY-NC-ND 4.0 License (https://creativecommons.org/licenses/ 

by-nc-nd/4.0/) 
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